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Сажетак: Закон функционисања физичке појаве која се симулира је често познат у виду парцијалне диференцијалне једначине, коју треба решити. Нумеричке методе за решавање ових једначина, као што је метод коначних елемената, су развијане деценијама. Међутим, ове методе могу бити веома рачунски захтевне. Са друге стране неуронске мреже, након обуке, могу дати предикције које приближно решавају дату парцијалну диференцијалну једначину. Неуронске мреже су рачунски ефикасније од нумеричких метода, али се често јављају проблеми генерализације и последично проблеми са прецизношћу решења. Недовољно добра генерализација, између осталог, може бити последица прикупљених података из нумеричких симулација. Последњих неколико година, развијају се неуронске мреже подржане физичким законима, за које није неопходно прикупљати податке из симулација. Ове мреже користе аутоматску диференцијацију и приликом обуке се минимизују резидуали парцијалне диференцијалне једначине, њених почетних и граничних услова. Након обуке ове неуронске мреже се могу користити као замена за традиционалне нумеричке солвере. 
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         Overview of Physics-informed Neural Networks Applications
Abstract: When simulating various physical phenomena, the law of the phenomenon is often known in advance, in the form of a partial differential equation, that needs to be solved. Numerical methods, such as the finite element method, have been developed over decades, and these methods approximate the solution to the partial differential equation. However, these methods can be computationally demanding. On the other hand, neural networks, can provide predictions that approximate the given partial differential equation. Neural networks are computationally more efficient than numerical methods, but they often face issues of generalization and consequently problems with solution accuracy. Insufficient generalization, among other things, can result from data collected from numerical simulations. In the last few years, physics-informed neural networks are being developed, for which it's not necessary to gather data from simulations. These networks use automatic differentiation and during training, they minimize the residuals of the partial differential equation, its initial, and boundary conditions. After training, these neural networks can be used as a replacement for traditional numerical solvers.
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